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Resumen:  El Instituto Geográfico Nacional de Argentina tiene la misión de entender la representación oficial del territorio nacional y elaborar marcos normativos para su realización, mediante la obtención de información geográfica precisa, oportuna y concisa. La disponibilidad de información satelital con amplia cobertura espacial y temporal, sumado a la acumulación de series de datos que permiten incorporar a la dimensión espacial y temporal, inducen a dirigir los esfuerzos en el desarrollo de metodologías que admiten una actualización permanente y el estudio de cambios cuali-cuantitativos en las coberturas y usos de suelo en el tiempo, especialmente debidos a intervenciones humanas, que tienen efectos significativos en el ambiente. En este contexto, se propone una metodología para establecer, de manera gráfica y cuantitativa, los distintos tipos de cobertura de la nación Argentina, para un análisis de su evolución espacial y temporal. Se dividió la nación en 6 regiones y para ello se definieron 12 categorías de cobertura y se procedió a utilizar el algoritmo Random Forest en la plataforma basada en la nube Google Earth Engine. Los resultados otorgan índices de precisión aproximados al 80% dando una idea de la calidad de la misma.
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[bookmark: _heading=h.iqhzvcco1uht]1. INTRODUCCIÓN
Conocer y caracterizar la cobertura de suelo, y eventualmente monitorear su cambio en el tiempo constituyen insumos fundamentales para múltiples aplicaciones, que van desde la planificación y gestión del territorio y sus recursos naturales, hasta la prevención e intervención en materia de Riesgo de Desastres [1]–[3]. 
El Comité de Expertos sobre la Gestión Mundial de la Información Geoespacial (UN-GGIM) es el órgano intergubernamental de Naciones Unidas encargado de debatir, mejorar y coordinar las actividades de gestión de la información geoespacial mundial con la participación de los Estados miembros y cuenta con su capítulo regional: UN-GGIM Américas. Su objetivo es maximizar el uso y los beneficios económicos, sociales y ambientales derivados de la información geoespacial, basado en el conocimiento y el intercambio de experiencias y tecnologías por parte de los Estados miembros [4], [5]. En este contexto, un grupo especializado del UN-GGIM realizó la identificación de una serie de 14 datos básicos y fundamentales para fortalecer la infraestructura de datos espaciales de un país, entre los cuales se encuentran las coberturas y usos de suelo.
Por su parte, el Instituto Geográfico Nacional tiene la misión de entender la representación oficial del territorio nacional y en la elaboración de los marcos normativos para su realización, mediante la obtención de información geográfica precisa, oportuna y concisa.
La gran disponibilidad de información satelital con amplia cobertura espacial y temporal, sumado a la acumulación de series de datos que permiten incorporar a la dimensión espacial y la dimensión temporal, inducen a dirigir los esfuerzos en el desarrollo de metodologías que admiten una actualización permanente, y el estudio de cambios cuali-cuantitativos en las coberturas y usos de suelo en el tiempo, especialmente debidos a intervenciones antrópicas, que tienen efectos significativos en el ambiente [2], [3]. 
Se propone aquí explorar una metodología para establecer, de manera gráfica y cuantitativa, los distintos tipos de cobertura de la nación Argentina, para un análisis de su evolución espacial y temporal, compatibilizando las coberturas de suelo que pueden ser discernidas con técnicas de teledetección, y las clases establecidas en el Catálogo de Objetos Geográficos institucional [6]
[bookmark: _heading=h.5k4at5vx7umz]2. MATERIALES Y MÉTODOS
[bookmark: _heading=h.tje99fio7s7]2 - 1.  Área de estudio
El área de estudio seleccionada para implementar la metodología fue la República Argentina, exceptuando los territorios de la Antártida. En la figura 1 se observa el recorte del mapa ArgenMap (https://mapa.ign.gob.ar) con el área propiamente dicha. Argentina cuenta con un total de 18 ecorregiones, resultado de un conjunto amplio de características climáticas, topográficas, geológicas, biológicas, entre muchas otras que conforman un gran mosaico de coberturas [7]. 
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Figura 1: Área de estudio
Para lograr optimizar el tiempo de procesamiento se dividió a la totalidad del área en las 6 regiones de la Argentina: Centro, Patagonia, NOA, NEA, Cuyo e Islas del Atlántico Sur (Figura 2). 
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Figura 2: División en regiones de la Argentina, de la región patagónica por procesamiento se separó a las islas del atlántico sur
[bookmark: _heading=h.b4ap9kwaya02]2 - 2.  Categorías de cobertura
Las categorías fueron definidas previamente a partir del conocimiento del terreno, información bibliográfica e información geoespacial disponible. Se buscó compatibilizar las clases presentes en el Catálogo de Objetos institucionales [6], que fueron relevadas en cartografía antecedente, con las clases consideradas por organismos nacionales e internacionales. Del análisis de antecedentes se concluyó que los trabajos realizados por el Instituto Nacional de Tecnología Agropecuaria (INTA), la Agencia Espacial Europea (ESA), la Organización de las Naciones Unidas para la Alimentación y la Agricultura (FAO) y el mapa de las unidades de vegetación en la Argentina realizada por Oyarzabal et al. [8] son las más pertinentes a considerar por su similitud con los antes mencionados Objetos del Catálogo [9,10,11] 
En base a todo lo antes mencionado, las categorías finales fueron:
1. Corriente de Agua
2. Nieve
3. Bosque, selva
4. Estepa Arbustiva
5. Tierra para cultivo
6. Afloramiento rocoso
7. Humedal
8. Salina
9. Médano, duna
10. Pastizal
11. Monte
12. Planta Urbana*
Es importante remarcar que la planta urbana no fue categorizada a través del algoritmo implementado, sino que se usó una máscara proveniente del shapefile proporcionado por la institución que se realizó a base de fotointerpretación por el departamento de Actualizaciones de Información Geoespacial perteneciente al Instituto Geográfico Nacional. 
[bookmark: _heading=h.nxiwy5af1pmb]2 - 3.  Imágenes satelitales 
Se utilizaron las imágenes satelitales de la misión SENTINEL-2 MSI, con nivel de preprocesamiento 1-C y 2-A con una resolución espacial de 10m y 20m dependiendo la banda utilizada. Del mismo proveedor, se utilizó el producto SENTINEL-1 SAR GRD: escala log, con una resolución de 10m, que brinda imágenes del tipo Radar de Apertura Sintética (SAR), banda C. La colección de imágenes se utiliza directamente desde la plataforma Google Earth Engine, y son provistas por Copernicus Sentinel Data [12]. El periodo analizado fue para el año 2021. En determinadas áreas se trabajó con imágenes Sentinel con nivel de procesamiento 2-A con un filtro de nubosidad específico, dado que esto nos permitió resolver inconvenientes debido a falta de imágenes o clasificaciones inconsistentes en dichas zonas.   
Adicionalmente, se utilizó el Modelo Digital de Elevación (DEM por sus siglas en inglés) provisto por el instituto [13] con una resolución de 30m para proveer al clasificador de información auxiliar de altitud. 
[bookmark: _heading=h.t73h1ghmdkh2]2 - 4. Metodología  
Todo el procesamiento fue realizado en la nube, en la plataforma Google Earth Engine. Una vez seleccionados los productos y periodo de procesamiento, se realizó un filtrado de los metadatos para las imágenes Sentinel 1C que permite obtener pixeles con un porcentaje de nubosidad menor al 30%, ya que la presencia de nubes en imágenes que no son radar tienen impacto en el cálculo de índices y datos de reflectancia. A partir de los pixeles seleccionado, se calculó la media aritmética de los pixeles en el período considerado, tal como se observa en la figura 3 en el uso del algoritmo ee.Reducer de la plataforma de Google:
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Figura 3: Esquema de procesamiento, donde ee.Reducer () calcula la media
Para las imágenes Sentinel 2A que se utilizaron para zonas con poca disponibilidad de imágenes, se utilizó el filtro de probabilidad de nubes, algoritmo propio de Copernicus. Estas imágenes se utilizaron para enmascarar algunas zonas que no se pudieron clasificar con las imágenes Sentinel 1C. El filtro utiliza la banda provista por Copernicus y se procede a enmascarar las áreas con una alta probabilidad de nubes. 
Posteriormente se seleccionaron las bandas espectrales a utilizar en la clasificación. Para el producto SENTINEL 2 se utilizaron las siguientes bandas:
· Banda 2: Azul (0,49 um)
· Banda 3: Verde (0,56 um)
· Banda 4 : Rojo (0,65 um)
· Banda 5:  Borde del rojo (0,70 um) 
· Banda 8: Infrarrojo cercano (NIR por sus siglas en inglés) (0,84 um)
· Banda 11: Infrarrojo onda corta (SWIR por sus siglas en inglés) (1,61 um)
Para las imágenes SAR se utilizaron la banda de co-polarización simple, transmisión vertical/recepción vertical. Esta fue seleccionada debido a su fuerte interacción con volúmenes, ya que la vegetación, especialmente arbórea despolariza la onda, generando una respuesta de mayor intensidad [14]. 
Los índices calculados fueron seleccionados las categorías definidas previamente:
· NDVI = (NIR – Rojo) / (NIR + Rojo)
El NDVI (Normalized Difference Vegetation Index) está altamente asociado con el contenido de vegetación, permitiendo su identificación gracias a su fuerte respuesta en NIR, y absorción en el Rojo [15] [16].  Por lo tanto, los valores altos de este índice estarán asociados a las categorías de bosque y cultivo, mientras que los bajos a zonas de afloramiento rocoso, arenal y estepa. 
· NDWI = (Verde – NIR) / (Verde + NIR)
El Índice de Agua de Diferencia Normalizada (NDWI) se utiliza para resaltar el aspecto de las masas de agua en una imagen de satélite. Para ello, se reduce considerablemente la reflectancia del suelo y la vegetación, lo que permite que dichas masas de agua “destaquen” en la imagen [17]. 
· BSI =  [(SWIR + Rojo) - (NIR + Azul)] / (SWIR + Verde) + (NIR + Azul)]
El BSI (Bare Soil Index) utiliza las bandas de infrarrojos de onda corta y las bandas espectrales rojas para cuantificar la composición mineral del suelo, mientras que las bandas azules y las bandas espectrales de infrarrojos cercanos se utilizan para mejorar la presencia de vegetación [18]. Esté índice estará asociado a la detección de las categorías de estepa y afloramiento rocoso principalmente. 
· EVI2 = 2,4 * (NIR – Rojo) / (NIR + Rojo + 1)
Se desarrolló una variación de 2 bandas de EVI (EVI2) para sensores sin banda azul, como MODIS y ASTER. Se ha informado que EVI2 se corresponde bien con el EVI original y se espera que contribuya a un registro de índice de vegetación continuo multisensor. Sin embargo, antes de usar EVI2 para describir los gradientes de la superficie, esta variable debe probarse para determinar su capacidad para representar la diversidad de la cobertura del suelo sin perder información importante sobre el paisaje [19].
· NDSI = (Verde – SWIR) / (Verde + SWIR)
El Índice Diferencial Normalizado de Nieve (NDSI) es un indicador numérico que muestra la cobertura de nieve en áreas terrestres. Las bandas espectrales de infrarrojos verdes y de onda corta (SWIR) se utilizan dentro de esta fórmula para trazar el mapa de la cubierta de nieve. Dado que la nieve absorbe la mayor parte de la radiación incidente en el SWIR mientras que las nubes no lo hacen, esto permite a NDSI distinguir la nieve de las nubes. Esta fórmula se utiliza comúnmente en la aplicación de mapas de cobertura de nieve y hielo, así como en el monitoreo de glaciares [20].
· SAVI = NIR – Rojo / (NIR + Rojo + 0,5) * (1 + 0,5)
El Índice de Vegetación Ajustado al Suelo (SAVI) se utiliza para corregir el NDVI por la influencia del brillo del suelo en áreas donde la cobertura vegetativa es baja. El SAVI derivado de la reflectancia de la superficie del Landsat se calcula como una relación entre los valores R y NIR con un factor de corrección de la luminosidad del suelo (L) definido en 0.5 para acomodar la mayoría de los tipos de cobertura del suelo [21].
· NDMI = NIR - SWIR / NIR + SWIR
El Índice de Diferencia Normalizada de Humedad (NDMI) se utiliza para determinar el contenido de agua de la vegetación. Se calcula como una relación entre los valores NIR y SWIR de forma tradicional [22].
Para cada uno de estos índices, se calculó la media, el máximo, la mínima y el rango del período analizado. Además, se incorporó el modelo digital de elevación para proveer al clasificador de información sobre el relieve de la provincia. Toda esta información se agrupó en una imagen stack, donde cada banda de los productos, índices e información auxiliar se incorporó como una banda independiente.
[bookmark: _heading=h.2p9prx6wwrjg]2 - 5. Puntos de muestreo  
A partir de la fotointerpretación de imágenes satelitales provistas por Google, así también como las imágenes SENTINEL-2 en falso color compuesto, se realizó la elección de un variado número de píxeles para cada una de las categorías, tratando de incorporar la heterogeneidad dentro de las clases como espacialmente dentro del área de estudio. Por otro lado, se utilizó la plataforma Collect Earth, donde se incorporó el shape de cartas topográficas de las distintas regiones y estableciendo un muestreo aleatorio dentro de cada una. Luego se exportó como .csv para ser editado y georeferenciado en QGIS. También se incorporó un muestreo no aleatorio y focalizado en las categorías con mayor representación en el territorio para obtener una mayor equitatividad de las mismas. Las zonas como Cuyo y la provincia de Misiones poseen un mayor número de muestras dado a la incorporación de puntos de muestreo de trabajos previos realizados en esas áreas. 
A los efectos de garantizar un mínimo de puntos que resulten en una clasificación robusta y confiable, se identificaron como mínimo 10x píxeles, siendo x la cantidad de bandas utilizadas para la clasificación [23]. Se intentó distribuir los puntos de manera aleatoria siempre que sea posible, para reducir el riesgo de autocorrelación [24].
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Figura 4: Distribución de los puntos de muestreo en el área de estudio
Del total de puntos muestreados, se utilizó el 70% para entrenamiento del algoritmo, y el 30% para validación. Todas las clases deben tener una buena proporción de datos en el grupo de entrenamiento y validación para subsanar los problemas de la división entrenamiento-validación, utilizada en la validación cruzada. Se pueden hacer sucesivas iteraciones, donde la muestra se divide aleatoriamente, y comparar cómo resultan los parámetros luego de esa serie de repeticiones (es decir,  se dividen en 70/30 de manera aleatoria, pero se procesa varias veces el algoritmo, así cada división reparte los datos de manera diferente). La plataforma GEE reparte el 70% y 30% en cada iteración de manera aleatoria.
[bookmark: _heading=h.acfwypgymu1]2 - 6. Algoritmo Random Forest
El Random Forest es un método de clasificación supervisada que ejecuta varios algoritmos de árboles de decisiones. Para clasificar un nuevo objeto basado en atributos (bandas en este caso), cada árbol de decisión da una clasificación y finalmente la decisión con mayor “votos” es la predicción del algoritmo. Unos de los beneficios que más llama la atención es el poder de manejar grandes cantidades de datos con mayor dimensionalidad. Puede manejar miles de variables de entrada e identificar las variables más significativas, por lo que se considera uno de los métodos de reducción de dimensionalidad. Además el modelo muestra la importancia de la variable, que puede ser una característica muy útil a la hora de analizar las bandas del stack que se usó en la clasificación.
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Figura 5: Representación de cómo funciona el algoritmo de clasificación supervisada Random Forest
Se utilizó esta metodología para realizar la clasificación supervisada ya que ofrece una buena respuesta con muestras reducidas, aunque si los puntos de muestreo son escasos puede tener problemas con la identificación de clases de menor peso relativo [25]. Entonces, entre las características deseables del clasificador RF podemos nombrar [26]:
· Es relativamente robusto a valores atípicos y al ruido.
· Brinda información útil sobre estimaciones internas del error, la fuerza, correlación e importancia de variables.
· Es simple y fácilmente paralelizado.
· Es capaz de tomar numerosas variables de entrada y ejecutar clasificaciones rápidas, sin ser severamente afectado por el "curse of dimensionality [27].
[bookmark: _heading=h.88pgfyjt2txc]2 - 7. Análisis de la clasificación
Finalmente, con la zona de estudio ya clasificada, se analizó la precisión del modelo sobre los puntos de validación, a partir de los índices de precisión general, precisión del usuario, precisión del productor y el índice Kappa. A su vez, se realizó la matriz de confusión para evidenciar las precisiones del clasificador en cada categoría. Cabe destacar que estos índices de precisión y matriz son propios de cada región. 
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Figura 6: Ejemplo de Matriz de Confusión, donde se observa los distintos tipos de precisión, de errores y las diferencias entre las clases analizadas. 
[bookmark: _heading=h.z2kxeclyrv0k]2 - 8. Análisis espacial y temporal
Desde la plataforma Google Earth es posible realizar el cálculo en km² de las distintas categorías dentro de las regiones, por lo que permite un análisis cuantitativo de la evolución de las mismas a lo largo del tiempo, ya que el algoritmo no cambia, solo el insumo de las imágenes SENTINEL para cada año correspondiente. Dado el lanzamiento del producto SENTINEL en 2015, es posible hacer uso de estás imágenes desde este período hasta la actualidad, proveyendo información útil en la detección de cambios.
[bookmark: _heading=h.m06k4nfmt9my]3. RESULTADOS
Como resultados se obtuvo un producto que representa la cobertura del suelo del territorio nacional para las 12 categorías propuestas anteriormente. El tamaño del píxel es de 30m y se realizaron en las proyecciones EPSG:4326 y EPSG:3857. Se adecuaron los estilos a las categorías correspondientes y se realizaron los procesos de post-producción (compresión del archivo y creación de pirámides).
Se obtuvieron las matrices y resultados de precisión desde el plug-in de QGIS “Semi-Automatic Classification”. Para utilizarlo, se procesaron las muestras de puntos con un buffer de 30 metros, aproximadamente el tamaño de un píxel de clasificación, para transformarlas a polígonos. Luego el plugin toma como inputs la clasificación y las muestras para corroborar la verdad terrestre con la brindada por el clasificador.   
[bookmark: _heading=h.vlro5xtf0yq8] 3 - 1. Centro 
· Precisión general (%) = 80
· Índice Kappa = 0.6428
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[bookmark: _heading=h.tdxnwg64ui9f] 3 - 2. Cuyo 
· Precisión general (%) = 75
· Índice Kappa = 0.5536
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[bookmark: _heading=h.5eb3xaf87qag] 3 - 3. NOA
· Precisión general (%) = 77
· Índice Kappa = 0.6323
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[bookmark: _heading=h.m3zujpk0x85g] 3 - 4. Patagonia
· Precisión general (%) = 85
· Índice Kappa = 0.5256
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[bookmark: _heading=h.9087c8ib3nh0]3 - 5. NEA
· Precisión general (%) = 89
· Índice Kappa = 0.6411
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[bookmark: _heading=h.cc8qdqe4slqf]3 - 6. Atlántica 
· Precisión general (%) = 97
· Índice Kappa = 0.8623
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Figura 7: Resultado final de cobertura del suelo de la República Argentina
[bookmark: _heading=h.4dhqw3kuyo42]4. CONCLUSIONES
La detección de cobertura de suelo para la República Argentina constituye un insumo nacional de calidad para el análisis temporal y espacial de las mismas. El contar con un producto nacional y de esta escala, brinda la posibilidad de generar una inmensa cantidad de análisis o subproductos posteriores tales como ordenamientos territoriales, gestión de riesgos, gestión ambiental, entre muchos otros. 
Durante el trabajo se detectaron ciertas oportunidades de mejora, tales como, mejorar el tamaño de píxel para trabajar en menores escalas, la toma de muestras para la clasificación, sub-categorías en las clases y la unión entre regiones para que la continuidad sea más fluida.
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Regién NOA: Catamarca, Jujuy, Tucumin, Salta y
Santiago del Estero.

Regién NEA: Chaco, Corrientes, Formosa y Misiones.
Regi6n Cuyo: La Rioja, Mendoza, San Juan y San Luis.

Regién Centro: Buenos Aires, Cordoba, Entre Rios y
Santa Fe, y por la Ciudad Auténoma de Buenos Aires
(CABA).

Regién Patagonia: Chubut, La Pampa, Neuguén, Rio
Negro, Santa Cruz y Tierra del Fuego, Antértida e
Islas del Atldntico Sur.





